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RESUMEN: La tarea de clasificacion en el aprendizaje automatico implica predecir una etiqueta de clase
para cada instancia, basdndose en los patrones descubiertos durante la fase de entrenamiento del modelo,
para automatizar su asignacion en nuevas observaciones. No obstante, surge el problema de desbalance de
clases, originado por tendencias de distribucion sesgada. Este fenémeno se da cuando una clase esta repre-
sentada por un amplio nimero de elementos, en comparacién con los elementos de las demés clases, lo que
llevaria a que probablemente los modelos de aprendizaje automético tengan un desempeno deficiente durante
su fase de validacion, evidenciado en baja precision e incapacidad de generalizacion. Por tanto, mediante una
revision de literatura se ha identificado que una de las soluciones maés efectivas son los modelos ensamblados
que utilizan estrategias de Bagging, Boosting o Stacking combinadas con soluciones enfocadas en el prepro-
cesamiento del conjunto de datos. Entre estas estrategias, se destaca el uso de la técnica de sobremuestreo
SMOTE, que ha demostrado aumentar el desempefio del modelo.

PALABRAS CLAVE: Aprendizaje automatico, Problema de desbalance de clases, Datos desequilibrados,

Técnicas de remuestreo, Clasificadores ensamblados.

ABSTRACT: The classification task in machine learning involves predicting a class label for each instance
based on patterns discovered during the model’s training phase to automate its assignment in new obser-
vations. However, the class imbalance problem arises due to skewed distribution trends. This phenomenon
occurs when one class is represented by a large number of elements compared to elements in other classes,
which would likely lead to machine learning models performing poorly during their validation phase, evi-
denced by low accuracy and a lack of generalization ability. Therefore, through a literature review, it has
been identified that one of the most effective solutions is the use of ensemble models employing Bagging,
Boosting, or Stacking strategies combined with data preprocessing-focused solutions. Among these strategies,

the use of the SMOTE oversampling technique stands out, as it has demonstrated an improvement in model
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performance.
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1. INTRODUCCION

La clasificacién es una de las tareas mds importantes para el aprendizaje automdtico (Tarekegn et al., 2021),
y su aplicabilidad se extiende a diversos campos, incluyendo diagnésticos médicos, prediccién de crisis finan-
cieras (Lin et al., 2017), reconocimiento de emociones (Tarekegn et al., 2021) y deteccién de emergencias (Jo
and Japkowicz, 2004). Sin embargo, esta tarea se ve afectada por un fenémeno que se manifiesta en dichos
entornos, en el cual, por las caracteristicas inherentes del conjunto de datos desequilibrado, los datos tienden
a agruparse en clases mayoritarias o minoritarias. Este fenémeno se conoce en literatura como problema de
desbalance de clases, en donde “una clase puede estar representada por un amplio nimero de elementos,
mientras que la otra parte se encuentra representada por unos pocos elementos”(Lin et al., 2017). Adema4s,
este problema a menudo implica un solapamiento significativo entre clases (Denil and Trappenberg, 2010),
lo que puede dar lugar a la fragmentacién de la clase minoritaria (Jo and Japkowicz, 2004).

Segun Lin et al. (2017), existen diversos enfoques para dar solucién al problema de desbalance de clases,
los cuales se engloban en soluciones a nivel de datos, algoritmo, sensibilidad al costo y clasificadores ensam-
blados (p.18). No obstante, segiin Galar et al. (2012), la combinacién de métodos de pre-procesamiento de
datos con modelos de aprendizaje automatico para la tarea de clasificacién posee mejores rendimientos que
otros métodos. En este sentido, a través de una revisién de literatura se busca identificar enfoques que dan
solucién a los conjuntos de datos con clases desbalanceadas a partir de modelos de aprendizaje automatico
ensamblados. Por tanto, en este documento se presenta la metodologia utilizada para la revision de literatura,
después se detalla la seccion de resultados y finalmente se concluye sobre los aspectos relevantes del tema
desarrollado.

2. METODOLOGIA

Para llevar a cabo un andlisis especifico de los enfoques que dan solucién a los conjuntos de datos des-
balanceados a través de estrategias de remuestreo y modelos de aprendizaje automaético ensamblados, se
realizé la busqueda de articulos cientificos publicados en la base de datos SCOPUS utilizando la siguiente
ecuacién de bisqueda: TITLE-ABS-KEY (’class-imbalanced’ OR ’class-imbalance’ OR ’imbalanc* data’ OR
‘imbalanc* problem’ OR ’imbalanc* classification’ OR ’imbalanc* class distribution’ OR ’unbalanced da-
ta’) AND TITLE-ABS-KEY (’resampling techniques’ OR resampling OR, oversampling OR undersampling)
AND TITLE-ABS-KEY (’machine learning’ OR ’supervised learning’) AND TITLE-ABS-KEY (’classifica-
tion algorithm™” OR classifier OR ’classification technique’) AND TITLE-ABS-KEY (’assembled classifier*®’
OR ’classifier ensemble*” OR ’ensembles of classifier®” OR ’ensemble model*’ OR ’ensemble method’). A
partir de esta ecuacién, se encuentran 86 documentos, a los cuales se le aplican criterios de inclusién como
periodo de publicacién desde 2013 a 2023 y limitando el idioma a inglés. Ademas, se excluyen documentos
tales como las revisiones de conferencia y las revisiones, para un total de 72 documentos; después, se revisa

el titulo y resumen de los documentos en donde se selecciona 54 y finalmente se eligen 35 documentos a
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partir del critero de relevancia que otorga la base de datos mediante indicadores de impacto como son la
cantidad de citas que ha recibido un articulo, la fuente de la revista que lo publicd, fecha de publicacién y
otros indicadores.

Después se realiza el analisis bibliométrico y se identifican los hallazgos destacables en los documentos selec-

cionados.

3. RESULTADOS

3.1. Analisis bibliométrico

A continuacién se presentan las tendencias en los enfoques tanto a nivel de datos como de los modelos en-
samblados para abordar el problema de desequilibrio de clases a partir de los documentos seleccionados.
En general, se observa una tendencia al alza en la publicacién de articulos; y durante el periodo de 2020 a
2022, se registran los picos mas altos en términos de ntimero de publicaciones por ano, siendo el ano 2021
el mas destacado con un total de 10 publicaciones. Ademas, se destaca que la mayoria de las publicaciones
provienen de paises asidticos, como China e India, y abordan principalmente areas tematicas como ciencias
de la computacion, ingenieria, mateméaticas, medicina, ciencia de los materiales, entre otras.

En la figura 1.a, a través de un analisis de coautoria, se identificaron 139 autores en los 35 articulos selec-
cionados. En cuanto a las citaciones, destaca el articulo titulado Clustering-based undersampling in class-
imbalanced data, escrito por los autores Hu, Y.-H., Jhang, J.-S, Lin, W.-C y Tsai, C.-F, con un total de 479
citaciones hasta la fecha. Sin embargo, no se observa una continuidad en la publicacién de articulos por parte
de los mismos autores durante el periodo analizado. Ademas, se evidencia que durante el ano 2020 se produjo

el mayor niimero de colaboraciones, con un total de 8 autores participando en dichas colaboraciones.
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Figura 1: Mapa de (a) redes de coautorfa y (b) coocurrencia por palabras clave presentado por la herramienta
VOSviewer

Por oto lado, se identificaron un total de 85 palabras clave en los articulos seleccionados. De estas, se
eligieron 23 palabras clave para su inclusién en la figura 1.b, siguiendo el criterio de que debian aparecer
al menos dos veces en el conjunto total de articulos. Entre las palabras claves destacadas, se encuentra

una alta frecuencia de términos como ‘classifier ensemble’, ‘machine learning’ y ‘class imbalance problem’.
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Es importante senalar que ‘classifier ensemble’ es el término mas relevante y se encuentra estrechamente
relacionado con otros conceptos, como ‘bagging’ o ‘boosting’, que corresponden a métodos de aprendizaje
automatico ensamblados. Ademas, se encontraron términos como ‘resampling’, ‘oversampling’ y ‘SMOTE’,
que estan relacionados con técnicas de remuestreo de datos.

A través de los ultimos anos, el término ’classifier ensemble’, ha evolucionado hacia un concepto mas amplio
conocido como ’ensemble learning’. Al principio se parte de la idea de combinar predicciones individuales
para mejorar el desempeno del modelo en comparacién con un solo clasificador. Sin embargo, la idea de
ensemble learning migra a un concepto mas amplio que incluye tanto modelos de clasificacién como de
regresion, e incluye también técnicas adicionales, como ’feature extraction’, ’feature selection’ y ’'k-means’,
empleadas en la fase de procesamiento de datos. Finalmente, las aplicaciones més destacadas de este enfoque
se encuentran en contextos diversos, como la evaluacién crediticia y la identificaciéon de enfermedades como

la diabetes mellitus o el cancer de mama.

3.2. Revision de literatura

Para abordar de manera efectiva la tarea de clasificacién cuando un modelo predictivo se enfrenta al proble-
ma de desequilibrio de clases, es esencial no cenirse unicamente a la aplicacion de algoritmos de aprendizaje
automatico. Si bien la mayoria de estos algoritmos, algunos tales como los modelos de arboles de deci-
sién (CART), las redes neuronales o el algoritmo de K-vecinos més cercanos (KNN), han demostrado un
desempeno superior al lograr tasas de error promedio mas bajas en comparacién con técnicas estadisticas
tradicionales, como el modelo Probit (Galindo and Tamayo, 2000). Estos algoritmos o clasificadores al en-
frentarse a un conjunto de datos con desequilibrio de clases grave o con datos poco frecuentes, no son capaces
de discriminar adecuadamente entre las clases mayoritarias y las clases minoritarias. Como resultado, el cla-
sificador tiende a etiquetar a casi todos los casos como pertenecientes a la clase mayoritaria, lo que puede
llevar a una métrica de precisiéon enganosamente alta (Hasanin et al., 2019), a pesar de un rendimiento
real deficiente en términos de clasificacion. Por lo tanto, se hace necesario explorar y analizar los diversos
enfoques existentes destinados a tratar la complejidad del problema y mejorar el desempeno de los modelos
de aprendizaje automatico orientados a la clasificacion.

Dos de los enfoques ampliamente utilizados son las técnicas de muestreo y los modelos de aprendizaje auto-
mético ensamblado (Guo et al., 2019). Sin embargo, los modelos ensamblados se destacan en comparacién
con el muestreo de los datos e incluso con algoritmos de clasificacién o el proceso de seleccién de caracte-
risticas; ya que, son capaces de combinar multiples técnicas de muestreo de datos y/o algoritmos para la
optimizaciéon de los clasificadores, y asi, aliviar indirectamente el efecto del problema de desequilibrio de
datos (Quan et al., 2022).

Las técnicas de muestreo, también conocidas como soluciones a nivel de datos (Lin et al., 2017), se centran en
la etapa de preprocesamiento de los datos (Inan et al., 2021). Estas técnicas se consideran métodos externos,
ya que involucran la creaciéon de un conjunto de entrenamiento equilibrado mediante la reduccién de la clase
mayoritaria o el incremento de la clase minoritaria (Sun et al., 2018). Se dividen en dos categorias principales:
submuestreo y sobremuestreo, en donde las formas més simples de aplicacién son el submuestreo aleatorio
(RUS) y el sobremuestreo aleatorio (ROS), respectivamente (Mwangi et al., 2022). Sin embargo, existe un
enfoque adicional que se deriva de las técnicas de muestreo y combinan tanto el submuestreo como el sobre-
muestreo, a este se le denomina muestreo hibrido (Lin and Nguyen, 2020). En una investigacién acerca de la

calidad del agua, se llevé a cabo una comparacion del desempeno de siete modelos de aprendizaje automa-
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tico utilizando tanto la técnica de ROS como el RUS, ademaés de explorar el enfoque hibrido ROS-RUS. Los
resultados revelaron que la combinacién del método hibrido, en combinacién con el clasificador ensamblado
Random Forest, condujo a mejoras significativas en términos de precision, especificidad y la puntuacién F-1;
y adicionalmente la técnica ROS generalmente tuvo un mejor desempeno, pero con una ventaja minima,
seguido por el RUS (Malek et al., 2023). Sin embargo, es importante destacar que estas técnicas presentan
limitaciones (Honnurappa and Raghavendra, 2021), como la pérdida de informacién en la clase mayoritaria
o al sobreajuste de la clase minoritaria (Mwangi et al., 2022), lo que puede dar como resultado predicciones
incorrectas debido a la alta varianza generada por la naturaleza aleatoria de estos métodos (Ng et al., 2017).
Por otra parte, los modelos de aprendizaje automatico ensamblados se aplican después de las técnicas de
preprocesamiento, en la fase de implementacién de los modelos. En esta etapa, se realizan predicciones de
clases en funcién de la técnica de ensamblado empleada (Balasubramanian et al., 2020). Estos métodos de
aprendizaje ensamblado se dividen principalmente en tres categorias: Bagging, Boosting y Stacking. Bag-
ging combina las predicciones a través de votacién, Boosting se basa en que el rendimiento de los modelos
anteriores influye en los nuevos modelos, mientras que Stacking implica la combinacién de modelos de di-
ferentes tipos (Pouriyeh et al., 2017). En un estudio para la deteccién de fraudes en tarjetas de crédito en
un conjunto altamente desequilibrado con un nimero total de casos de fraude de 492 de un total de 284,807
transacciones, se evaluaron dos clasificadores individuales: KNN y regresién logistica (LR), junto con dos
modelos ensamblados: el clasificador Bagging con arboles de decisiéon como clasificador base y Random Forest
(RF). Ademas, se llevaron a cabo experimentos utilizando dos métodos tradicionales de sobremuestreo, co-
mo SMOTE y ADASYN. Los resultados revelaron que los modelos ensamblados presentaron un desempefio
promedio superior en comparacién con los modelos individuales. Ademaés, se observé que es posible mejorar
significativamente el rendimiento del modelo ensamblado al combinarlo estratégicamente con técnicas tradi-
cionales de sobremuestreo. En particular, se encontré que la aplicaciéon de RF después de equilibrar los datos
con SMOTE condujo a un rendimiento razonablemente bueno y superé a varias combinaciones posibles de
enfoques (Mondal et al., 2021).

Finalmente, una de las métricas de desempeno més importante tanto en aplicaciones médicas como en apli-
caciones generales, especialmente cuando existe el problema de clases desbalanceadas, es el Recall, también
conocido como recuperaciéon o sensibilidad. Esta métrica permite monitorear el niimero de falsos positivos
con el objetivo de reducirlos y, por tanto, mejorar el desemperio del modelo ensamblado (Balasubramanian
et al., 2020). Sin embargo, dado que la precisién no puede capturar completamente el desempeno del clasifi-
cador, se recomienda utilizar la métrica de la media geométrica armonica, que resulta util en situaciones de
desequilibrio de clases. Otras medidas de desempeno valiosas incluyen la sensibilidad y la precisién. Adems4s,
en algunas investigaciones, se recomienda explorar nuevas formas de mejorar la especificidad y la puntuacion
del 4rea bajo la curva (AUC) de la curva de caracteristica operativa del receptor (ROC) (Mwangi et al., 2022)
el cual permite observar la forma como un modelo discrimina entre las clases teniendo en cuenta umbrales
de probabilidad.

4. CONCLUSIONES

Para abordar eficazmente el desequilibrio de clases en problemas de clasificacion, es esencial reconocer que
la aplicacién de algoritmos de aprendizaje automético de clasificacién por si solos no son suficientes. Aunque

muchos algoritmos, como los modelos de arboles de decisién o redes neuronales, pueden obtener un buen
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desempernio en comparacién con enfoques estadisticos tradicionales, luchan en situaciones de desequilibrio de
clases, lo que lleva a tasas de error enganosamente bajas. Para abordar este problema, se han desarrollado dos
enfoques principales: técnicas de muestreo y modelos de aprendizaje automatico ensamblado. Los modelos
ensamblados, que utilizan métodos como Bagging, Boosting o Stacking, se aplican después de implementar
técnicas de sobremuestreo tradicionales como SMOTE en la etapa de preprocesamiento y han demostrado
mejorar significativamente el desempeno de los modelos que analizan en conjuntos de datos desequilibrados.
Por otra parte, el Random Forest se destaca como uno de los modelos de aprendizaje automatico ensambla-
dos mas ampliamente utilizado para abordar el desequilibrio en diversas areas de aplicacién, generalmente
demostrando un desempeno superior en comparacién con los modelos individuales de aprendizaje automati-
co. Ademads, métricas de desempeno especificas, como Recall y la media geométrica arménica, permiten una
evaluacién adecuada del desempeno del modelo, lo que facilita comparaciones entre modelos de aprendizaje
automatico, ya sean ensamblados o individuales. También es posible llevar a cabo comparaciones con diversas
combinaciones de técnicas de remuestreo de datos para los casos de desequilibrio de clases. En este contexto,
estudios recomiendan explorar estrategias para mejorar tanto la especificidad como la puntuacién AUC en
investigaciones relacionadas con este desafio.
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